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1 ABSZTRAKT

1 Absztrakt

Bár a szoftver min®ségmérés egy igen jól kutatott terület, nem tudjuk biztosí-
tani, hogy egy program hibamentes legyen. A min®ség meghatározása persze
elég szubjektív, mégis manapság egy jól bevett gyakorlatnak számít a szoftvertesztelés
a kit¶zött cél eléréséhez. A tesztelés els®dleges célja a defektusok felismerése,
hogy kés®bb ezeket a hibákat ki tudjuk javítani. Mindazonáltal a hibák javítása
emberi er®forrást igényel és általában id®igényes feladat, így igen költséges.
Az automatikus programjavítás pontosan erre próbál megoldást kínálni azál-
tal, hogy a tesztelés során lokalizált hibákat emberi beavatkozás nélkül javítja
ki. A javítás általános menete három részb®l áll: (1) tesztesetek alapján a
hiba lokalizálása, (2) javítás elkészítése, és (3) a potenciálisan javított program
ellen®rzése, melyek közül az (1) és (3) pontok a TDK dolgozat f® témái. A
tesztesetek kritikus jelent®ség¶ek az egész folyamatban, hiszen egyrészt ezek
segítségével lehet megtalálni a hibát, másrészt nagy szerepet játszanak a javítás
elkészítése során is. Egy nagy szoftverrendszer több ezer tesztesettel is ren-
delkezhet, melyek célja az id® során feledésbe merülhet. A dolgozatban bemu-
tatok egy megközelítést, mely kideríti a teszt- és kódosztályok közötti kapcso-
latokat, ezáltal azok szerepe érthet®bbé válik. A mai programjavító eszközök
kimenetei még elég bizonytalanok, abban az értelemben, hogy a javított pro-
gramok gyakran kézi ellen®rzésre szorulnak. Mivel a cél eleve az emberi tényez®
kivonása volt a folyamatból, ez nem túl el®nyös. A dolgozat másik felében
azt mutatom be, hogy a potenciálisan javított programok közül hogyan lehet
kisz¶rni a nagy valószín¶séggel helytelen szoftvereket. A két megközelítés nagy-
ban épít a forráskódon mért szöveges hasonlóságra, melynek mérésére több tech-
nikát is bemutatok. A dolgozatban három gépi tanulási algoritmus kerül bemu-
tatásra, melyek mindegyike a programok három különböz® reprezentációján dol-
gozik. A két technikát nyílt forráskódú adatbázisokon értékeltem ki, ahol igen
jó eredményeket értek el. Az eredmények újszer¶ségét bizonyítja a témában írt
nemzetközi publikáció is, mely elfogadásra került és jelenleg megjelenés alatt áll.

Kulcsszavak: automatikus programjavítás, gépi tanulás, mesterséges intelli-
gencia, szöveges hasonlóság
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2 BEVEZETÉS

2 Bevezetés

Tökéletes szoftver nincs. Minden szoftver rendszer tartalmazhat hibát, s®t a
legtöbb kereskedelmi szoftver is tartalmaz valamilyen rendellenességet [40]. A
min®ség javítás érdekében az alapvet® megközelítés a szoftvertesztelés. Ez ob-
jektív, független képet adhat a szoftverr®l, amely lehet®vé teszi az üzleti vál-
lalkozások számára, hogy értékeljék és megértsék a szoftverek megvalósításá-
nak kockázatát. Bár a tesztelés bizonyos konkrét hipotézisek feltételezésével
meger®sítheti a szoftver helyességét, a tesztelés nem tudja azonosítani a szoftv-
eren belüli hibákat (vagyis erre csak korlátozott lehet®ségei vannak). A tesztelés
els®dleges célja tehát a szoftverhibák felismerése, hogy a hibák felfedezhet®k és
javíthatók legyenek. A vizsgálat nem tudja biztosítani, hogy a termék min-
den körülmények között megfelel®en m¶ködjön, de nem is ez a cél: inkább csak
olyan körülményeket találni, amik között nem ez a helyzet. A min®ség fen-
ntartása érdekében a hiábkat javítani is kell, ami egyrészt id®igényes, másrészt
pedig igen költséges. Általánosságban a szoftver projektek költségvetésének leg-
nagyobb része a szoftver karbantartására lesz költve, a karbantartás legnagyobb
részét pedig a debuggolás1 teszi ki [41]. Vannak valamint olyan hibák is, melyek
"labor-körülmények" között nem is jelentkeznek [31]. Egy programhiba több
okból is kijavítatlan maradhat, például "ha nem fordul el® gyakran", vagy a
szoftver már nincs támogatva. Az angol nyelvben a "hiba" szóra több megfelel®
létezik, ezeket fontos megkülönböztetni egymástól, hogy precízen tudjunk a
továbbiakban beszélni:

� Error/Mistake: emberi hiba, ami inkorrekt eredményhez vezet.

� Fault/Defect: az "Error" manifesztációja a kódban, vagyis amikor a hiba
bekerül a programba (ezt hívjuk bug-nak).

� Failure: a szoftver m¶ködésbeli eltérése az elvárttól, melyet a programba
bekerült bug okoz.

Ezen utóbbi az, ami tipikusan nagy károkat tud okozni a cégeknek. A legjobb
lenne tehát ezeket a hibákat elkerülni, úgy hogy a karbantartási költségek se
szökjenek az egekbe. Erre lehet egy megoldás az APR (Automatic Program Re-
pair - automatikus programjavítás), amely a "Defect" típusú hibákat hivatott
kijavítani, miel®tt azok "Failure"-ré válnának. De�níció szerint: az a folya-
mat, amely során egy szoftverben jelentkez® hibákat automatikusan javítanak
ki [55]. Ez elég általános megfogalmazás, így több megközelítés is született ennek
kivitelezésére. Azért a cél jól megfogalmazható: adott egy program, és ebben
minél több hibát kell automatikusan (emberi beavatkozás nélkül) javítani. A fe-
ladat korán sem egyszer¶, hiszen gyakran már maga a hiba megtalálása is nehéz
feladat lehet [23], nem beszélve annak korrekciójáról. Bár számos megközelítés
alakult ki az automatikus programjavítás eszközöléséhez, a vázuk hasonló [19],
és a következ® lépések alkotják:

1Debuggolás: a szoftverekben rejl® hibák felderítésének és javításának folyamata, amelynek
során a fejleszt®k lépésenkétni végrehajtás segítségével nyomon követik a program állapotainak
változásait, hogy azonosíthassák a hibás viselkedést.
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2 BEVEZETÉS

1. Hiba lokalizáció: a hiba forrásának meghatározása, bugos modul megk-
eresése (ehhez a részhez lehet még sorolni a rendellenesség detektálását,
illetve ennek diagnózisát).

2. Javítás elkészítése: lépések tétele annak érdekében, hogy a hibás viselkedést
kiküszöböljük. Tipikusan egy hibára több helyes javítás is létezhet, ezeket
tesztelni illetve pontozni kell. A készül®ben lév® korrekciót a szakiro-
dalomban [19, 20, 30] variánsnak nevezik. A variánsok "jóságát" egy ún.
�ttnesz2 függvény segítségével értékelik.

3. Javítás ellen®rzése: a variáns helyességének validálása. Ha sikeresen javí-
totta a korábban fennálló hibát, megáll, különben új javítás elkészítéséhez
kezd.

A folyamat kimenete a potencionálisan javított program. Azért "csak poten-
cionálisan", mert még gyerekcip®ben jár a tudományág, és általában szükséges
az, hogy tapasztalt szoftverfejleszt®k ellen®rizzék a javítást. Ezt az el®állított
javítást patch-nek nevezzük. Az egész folyamatot az 1. ábrán lehet megtekin-
teni. Látható, hogy bemenetként meg van adva, hogy "javítási tesztek". Ennek
az az oka, mert a tesztek a legtöbbször fontos szerepet játszanak a javítási folya-
matban. El®ször is a hibás viselkedés detektálása is legtöbbször tesztek segít-
ségével detektálható. Ezen felül a patch-ek validálására is gyakran a teszteket
használják: ha a javított program minden teszten sikeresen lefutott, akkor a
patch-et sikeresnek mondjuk. S®t, gyakran a patch-ek elkészítése is a teszteken
alapul [63, 73]. Így a következ®képpen lehet legegyszer¶bben megfogni az APR
alapfeladatát: adott egy tesztbázis legalább egy bukott teszttel, generáljunk ehhez
egy patch-et, melynek hatására minden teszteset átmegy a tesztelésen.

Mivel ennyire szorosan köt®dik a tesztekhez a javítás, ezért azok megléte
kulcsfontosságú a helyes m¶ködéshez. Gyakran azonban pont a sok teszt sem
segít [63] (ekkor a túltanulás problémája léphet fel), vagy nem áll rendelkezésre
elegend® teszteset a folyamat kivitelezéséhez [23] (ekkor pedig alultanulás).
Ezen buktatók kikerülésére több technika is született, a következ® fejezetben
ezeket mutatom be, már kész eszközökön keresztül. Ha a megfelel® tesztek
nem állnak rendelkezésünkre, nyilvánvalóan a programjavítás sem lehetséges.
Egy nagy fejlesztési múlttal rendelkez® rendszernél korán sem ritka az, hogy
egyes tesztesetek célja elveszik. Ennek számos oka lehet, mint amilyen a nem
megfelel® dokumentáció, vagy rossz programozási gyakorlatok [70]. A megvizs-
gált szakirodalmak alapján úgy találtam, hogy a teszteken nagyon sok múlik a
programjavítás során, ezért els®dleges célnak a tesztek feltérképezését t¶ztem
ki.

A legtöbb mai programjavító eszköz nem értelmezi az el®állított kimenetet
- ha az el®állított patch-elt programon sikeresen lefutott az összes teszteset,
azt javítottnak titulálják [68]. Azonban a túlillesztés problémája igen gyakran

2Fittnesz függvény: Genetikus programozásban egy olyan függvény, melyet arra terveznek,
hogy egyetlen értékben összegezze, hogy az adott megoldás milyen közel áll a kit¶zött cél
eléréséhez. Itt tehát a készül®ben lév® javításokat pontozza az alapján, hogy az bizonyos el®re
de�niált kritériumnak mennyire felel meg.
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2 BEVEZETÉS

Hiba lokalizáció

Javítás elkészítése

Javítás ellenőrzése

Helyes

Potenciálisan javított program

Potenciálisan hibás program Javítási tesztek

Igen

Nem

Ábra 1: Automatikus programjavítás általános folyamata

el®áll, legf®képpen a kevés vagy nem megfelel® tanító adat miatt. Munkám
további célja, hogy az el®állított potenciálisan javított programokat osztályoz-
zuk, vagyis eldöntsük róluk, hogy ezek valóban helyesek vagy sem és mindezt
automatikusan. Ehhez a komponensek hasonlóságának el®állítására van szük-
ség, melyhez egy neuronhálót alkalmazok. A neuronhálók a gépi tanulás egy
ága, amely többféle magas szint¶ absztrakciók modellezésére törekszik. A hagy-
ományos algoritmusokhoz képest nagyon jók sokdimenziós adatok feltárására.
Ezért és mert a számítási kapacitás növekedése már megengedi komolyabb hálók
tanítását, ma már számos területen használják ®ket, mint például számítógépes
látás, természetes nyelvfeldolgozás vagy szöveg klasszi�káció [24].

A dolgozat felépítése a következ®: a következ® fejezetben röviden áttekin-
tésre kerülnek a legnépszer¶bb programjavító eszközök, valamint ezek közös
vonásai. A továbbiakban bemutatott megközelítések nagyban építenek a for-
ráskódon mért hasonlóságra, így a 4. és a 5. fejezetek ebben merülnek el, bemu-
tatva különböz® hasonlósági modelleket és lehet®ségeket a forráskód reprezen-
tációjára. Ezután a 6. fejezetben bemutatom, a kapott hasonlóság fogalmak
felhasználását az automatikus programjavítás területén, majd a 7. fejezetben a
kiértékelést és eredményeket tekinthetjük meg. Végül a 8. részben a kapcsolódó
munkák kerülnek leírásra, a 9. fejezetben az összefoglaló található, majd az
irodalomjegyzék.
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3 MEGLÉV� ESZKÖZÖK ÁTTEKINTÉSE

3 Meglév® eszközök áttekintése

Bár az alapvet® APR technikát a fentiekben már ismertettem, ett®l eltér®k is
elképzelhet®k. A következ®kben bemutatott eszközök is többféle megközelítést
alkalmaznak. A következ® f®bb kategóriákat lehet elkülöníteni:

� Generál és Validál (G&V) technika: patch jelölteket állít el® (általában
keresés alapú módszerekkel), majd ezt validálja, tipikusan teszteléssel. A
gyakorlatban a patch generálás az elbukott tesztesetekre alapoz. A hibás
viselkedést is teszteléssel találják meg és az utasításokat rangsorolják az
alapján, hogy mennyire "gyanúsak". Az intuíció az, hogy ha a gyanús
részeket sikerül javítani, akkor a program is helyesen fog m¶ködni. A
patch-eket a tesztesetek újrafuttatásával validálják. Sz¶kebb felosztás sz-
erint lehet még csoportosítani: teszteset alapú javítás, "orákulum" alapú
javítás valamint minta és ellenmint alapú javítás.

� Szintézis alapú technika: ez a módszer megszorításokat alkalmaz a helyes
javítás létrehozására, így már azok megkonstruálásakor biztosak lehetünk
a helyességükben. Ezt általában formális veri�kációval, megfelel® speci-
�kációval vagy programozó által biztosított megkötésekkel lehet biztosí-
tani. Ide sorolhatók: speci�káció alapú javítás illetve a domain speci�kus
javítás.

A jelenleg implementált programjavító eszközök áttekintése egy teljesen külön
dolgozatot érdemelne, ezért a teljesség igénye nélkül ezek közül csak a leg-
fontosabbakat sorolom fel:

� Genprog: A GenProg volt talán az els® olyan program, ami teljesen
automatikus javítást eszközölt, viszonylag jó eredményekkel. Eredetileg C
programozási nyelvre írták meg, de azóta már született implementációja
Java-ra [45] is. Az eszköz genetikus programozást (genetic programming -
GP) használ hibák széleskör¶ javítására anélkül, hogy bármilyen formális
speci�kációt kellene megadni.

� PAR: minta alapú automatikus program javítás- ez az eszköz kihasználja
az emberek által megírt patch-ek tudásanyagát [37]. Java nyelven m¶ködik,
10 el®re de�niált sablon alapján javítja a forráskódot.

� DirectFix: úgy próbálják javítani a programot, hogy a lehet® legkevésbé
módosítsák annak az eredeti struktúráját. Így egyszer¶ patch-eket ka-
punk, melyek az ember számára is jól olvashatók [49].

� DeepFix: Az eszköz középpontjában egy többréteg¶ neurális háló áll.
A javítandó programra úgy tekintenek mint tokenek egy szekvenciájára,
amib®l megfelel® átalakításokkal egy másikat generálnak [27].

� Nopol: csak egy speci�kus hibaosztályt javít: a feltételes vezérlési sz-
erkezeteket (if-then-else szerkezet). Az általa generált javításban vagy
módosítja az if szerkezetet, vagy egy el®feltételt ad meg ezek elé (®rfelté-
tel) [71].

8



4 SZÖVEGES HASONLÓSÁG

� Astor: egy Java-ban írt automatikus szoftverfejlesztési framework Java
programokra [48]. Alapvet® célja az eddigi megközelítések összekapcsolása
és egy egységes felület biztosítása.

� Kali: a patch-ek szintetizálása érdekében csak a forráskód törlését illetve
annak átugrását alkalmazzák. Ez nyilvánvalóen nem egy program javító
technika, els®sorban a gyenge tesztesetek és rosszul speci�kált bug-ok iden-
ti�kálásra szolgál [59].

A fent bemutatott eszközök természetesen nem fedik a teljes kínálatot, vis-
zont tapasztalataim szerint jelenleg ezek a legnépszer¶bbek. A közös voná-
saik, hogy ezek klasszikus programozási nyelveken (Java, C) íródott programok
javítására képesek, valamint nagyban építenek a tesztesetek meglétére. Léteznek
web alapú APR eszközök is (ld. Vejovis [56], BikiniProxy [22]), ezek azonban
nem a klasszikus javítási sémát követik és kevésbé ismertek. A különböz® tech-
nikák összehasonlítása nem könny¶ feladat, hiszen (1) a különböz® nyelvekre
íródtak (2) az általuk kijavított hibák különböz®ek. Ezen utóbbi megér pár
mondatot. A kijavított hibák száma ugyanis nem feltétlenül jelenti azt, hogy
egyik eszköz jobb lenne a másiktól - a hibák "nehézségét" is �gyelembe kel-
lene venni. Ha belegondolunk valóban vannak hibák, amiket akár butának is
hívnak [38], és vannak melyek javítása több hétbe is beletelhet. Ezek katego-
rizálására automatikus megközelítések még nem igazán léteznek, így igen nagy
emberi er®forrás ráfordítást igényel [54]. Más kérdés, hogy a kijavított közül
melyek azok, amik valóban helyesek? Hiszen hiába generál egy eszköz több száz
patch-et, ha ezek közül egy sem javítja valóban a hibát. A potenciálisan javí-
tott programok sokasága pedig inkább hátrányos az egész folyamatban, hiszen
a javítások kézi ellen®rzésre szorulnak. Mivel az automatikus programjavítás
els®dleges célja eleve az emberi er®forrás szükségességének kivonása volt, ez
nem el®nyös. Ez rögtön adja az ötletet, hogy próbáljuk ezen javított programok
közül kisz¶rni azokat, amik helytelenek és meghagyni a valójában kijavított pro-
gramokat. Azonban miel®tt ennek részletezése el®tt, fontos bevezetnünk hogyan
is mérhetünk forráskód egységek között hasonlóságot, hiszen kés®bb erre építeni
fogunk.

4 Szöveges hasonlóság

Ebben a fejezetben a szöveges hasonlóságot általánosságban kerül bemutatásra.
Természetes nyelvi feldolgozás esetében ennek számos alkalmazása van és igen
motivált feladat (pl.: releváns reklámok sz¶rése, keresések �nomítása, emal
spam osztályozás, stb). A word2vec és doc2vec modellek leírása a legrészlete-
sebb, hiszen ezek használata a dolgozat egyik nagy újítása. A modellek bemu-
tatása után betekintést nyerhetünk abba, hogyan lehet a szöveges hasonlóságot
forráskódon mérni.

9
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4.1 Szóbeágyazás - Word2vec

Ha szöveget akarunk feldolgozni számítógép segítségével, a benne szerepl® szavakat
valahogy reprezentálnunk kell. Erre egy mód a "one-hot" módszer, ahol minden
szónak egy egyedi vektor lesz megfeleltetve. Ennek azonban nagy a helyigénye
(egy N szót tartalmazó szöveget egy NxN méret¶ mátrix segítségével tudunk
leírni), valamint minden szó ugyanolyan távolságra3 van egymástól az N dimen-
ziós térben. Vagyis információt vesztettünk el, ami egyes esetekben fontos lehet.
A word2vec módszert a Google fejleszt®i dolgozták ki 2013-ban [50]. Jelen-
t®sége abban rejlik, hogy szavakat tudunk vele valós számokból álló vektorokkal
reprezentálni úgy, hogy azok meg®rizzék a szavak szemantikai és szin-

taktikai kapcsolatait. Vagyis ha például a szövegben szerepelnek a "kutya",
"macska" és "könyv" szavak, akkor azt várjuk el a leírástól, hogy a "kutya"
közelebb legyen a "macskához", mint a "könyvhöz", ahogy ez természetes is (ez
nagyban függ a tanító példáktól is, de err®l majd kés®bb). Ennek érdekében
egy "hamis" feladatot oldunk meg egy mesterséges neuronháló segítségével. A
feladat de�níciójától függ®en két modellt különböztetünk meg, amik ismertetése
alább olvasható.

Skip-Gram modell

A Skip-Gram modell esetében a feladat az, hogy adott egy szó a szöveg közepén,
és azt akarjuk megjósolni, hogy ennek kis környezetében4 milyen szavak jelen-
nek meg. Ez egy valószín¶ség eloszlás lesz, tehát egy bemen® szóra azt akarjuk
megtippelni, hogy a környezetében milyen valószín¶séggel milyen szavak jelen-
nek meg. Úgy is el lehet képzelni, mintha egy ablakot csúsztatnánk a mondaton,
ahogy azt az 3. ábra is mutatja. Az ablak közepe a megjósolandó szó, a többi
pedig a bemenet amib®l a döntést meg akarjuk hozni.

Continuous Bag-of-Words modell

A CBOW modell az el®z® feladat ellentétét oldja meg: egy szó megjelenését
annak környezetéb®l akarjuk megkapni. Vagyis adott egy szó környezete és
ebb®l következtetünk arra, hogy egyes szavak mekkora valószín¶séggel esnek
ebbe a környezetbe. A 3. ábrán a zölddel jelölt szavakból szeretnénk megkapni
a narancssárgával színezettet. Az architektúrát a 2. ábrán tekinthetjük meg.
A Skip-Gram modell általában lasabb mint a CBOW, viszont pontosabbnak
bizonyul nem gyakori szavak esetében [50].

És mégis hogy lesz ebb®l valós számokból álló vektor? A fenti feladatokat egy
neuron háló segítségével fogjuk megoldani, mégpedig úgy, hogy a neuron háló
belsejében a szavakat tömörebb formában kódoljuk, és a kimenet még így is jó
legyen. Ez a tömör bels® kódolás lesz az általunk keresett reprezentáció, amit
szó-beágyazásnak (word-embedding) nevezünk. Ha két szó nagyon hasonló kon-
textussal rendelkezik (azaz hasonló szavak jelennek meg körülöttök), akkor a fent

3Általában euklidészi [8] vagy koszinusz [5] távolságra gondolunk
4Ett®l pontosabb megfogalmazás: adott egy ún. ablak méret, ami meghatározza azt, hogy

a vizsgált szó el®tt illetve után hány szót tekintünk környezetnek.
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i-ik szó

(i-2)-ik szó

(i-m)-ik szó

(i-1)-ik szó

(i+1)-ik szó

(i+2)-ik szó

(i+m)-ik szó

∑
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k 

m
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Ábra 2: CBOW archtektúra: az aktuális szót jósolja meg a környezetb®l és a
mondat egyedi azonosítójából.

de�niált modell hasonló eredményt kell hogy adjon a két szó esetében. Vagyis
ha a két környezet hasonló, akkor a neurális háló hasonló beágyazást fog tanulni
a két szóhoz. Ez pedig igen el®nyös tulajdonság, hiszen a szinoním szavak il-
letve gyakran egymás mellett el®forduló szavak környezete nagy valószín¶séggel
haszonló. Ezeket a szavakat, melyek s¶r¶n egymás mellett el®fordulnak poz-
itívaknak nevezzük, hiszen a feladatunk az, hogy egyikb®l következtessünk a
másikra. A tanulás felgyorsítása érdekében azonban szokás még negatív szavakat
is alkalmazni, vagyis olyanokat, amik biztosan nem szerepelnek az adott szó
kontextusában. Ez a negatív mintavételezés az alapelveken nem változtat,
csupán a háló hatékonyságának növelésére szolgál. Ezekkel az architektúrákkal
érdekes eredmények érhet®k el. A legtöbb esetben a kapott reprezentációban
valóban azok a szavak állnak közel egymáshoz, melyek valamilyen módon kapc-
solódnak egymáshoz. Ezen felül az egyszer¶ vektor összeadás is értelmes ered-
ményeket szülhet. Például: word2vec("Madrid") - word2vec("Spanyolország")
+ word2vec("Franciaország") = word2vec("Párizs") [51].

4.2 Dokumentum beágyazás - Doc2vec

Bár szavakra a word2vec igen jól m¶ködik, néhány kérdés felmerül vele kapc-
solatban. Egyrészt kérdésesek azok a szavak, melyek több jelentéssel is bírnak,
és pontos jelentésük a szövegkörnyezetb®l derül ki (pl.: nap, hét, dob, stb.).
A másik, pedig ha nem csak szavak hasonlóságára vagyunk kíváncsiak, hanem
mondatokat szeretnénk elemezni. Ekkor természetesen egy megoldás lehet az,
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ha a mondatban szerepl® szavakat valami módon kombináljuk (lehet összeget
képezni, de az átlag, vagy más számítás is szóba jöhet). Ett®l szo�sztikáltabb
megoldás rekurzív AutoEncoder-t használni [69]. Ez szintén egy mesterséges
neuronháló aminek célja, hogy szavak valamilyen reprezentációját (kódolását)
tanulja meg, álatlában dimenzió csökkentéssel (itt is err®l van szó). Rekurzív
pedig attól lesz, hogy el®ször a mondatban szerepl® két leghasonlóbb szóra ál-
lítják ezt el®, majd ha ez megvan akkor az el®állított új reprezentációt a mon-
dat részének tekintik és rekurzívan erre alkalmazzák az AutoEncoder-t. Ehhez
a módszerhez szükséges a szavak egy már meglév® reprezentációja (ami ebben
az esetben a word2vec által el®állított valós vektorok), majd ezt lehet tovább
b®víteni nagyobb szöveg egységekre.

A doc2vec ezzel szemben alapból szöveg egységek5 valós reprezentációját
teszi lehet®vé. F®ként a word2vec technikán alapszik, egy egyszer¶, de okos
ötlettel. Itt is megkülönböztetünk Skip-Gram és CBOW modellt, a továbbiak-
ban csak a CBOW modellel foglalkozunk. A word2vec architektúrához képest
csak annyi eltérés van, hogy minden szöveg darabhoz (mondathoz) egy egyedi
azonosítót rendelünk (ld. 2 ábra). Az ábra csak egy egyedi azonosítóval b®vült.
De mit is jelent ez a modellre nézve? Most ahelyett, hogy csak a környezetet
használjuk arra, hogy megjósoljunk egy szót, egy új tulajdonság vektort még
hozzáveszünk, ez pedig mondatonként egyedi. Tehát amikor tanítjuk a modellt
nem csak a szavakat reprezentáló vektorokat kapjuk meg, hanem granularitástól
függ®en a szöveg egységek egyedi azonosítójához tartozó vektorokat is. Valamint
ha adott két azonos környezet, amik csak az azonosítóban térnek el lehetséges,
hogy más szavat jósolnak meg a kimeneten. A motiváció tehát adott, most
megnézzük ennek a kivitelezését!

Forrás szöveg Tanító példa

0 1 2 3 4 5 …

0 1 2 3 4 5 …

0 1 2 3 4 5 …

0 1 2 3 4 5 …

[0, 1]; [0, 2]

[1, 0]; [1, 2]; [1, 3]

[2, 0]; [2, 1]; [2, 3]; [2, 4]

[3, 1]; [3, 2]; [3, 4]; [3, 5]

Ábra 3: Bemen® szövegb®l tanító példák képzése.

Modell részletek

Tegyük fel, hogy rendelkezésünkre áll egy nagy szöveg gy¶jtemény, különöbz®
szavakkal. Els® lépésben meg kell határozni, hogy mi számítson egy szónak

5Erre a továbbiakban mondat-ként fogok hivatkozni, de ez jelenthet bekezdést, vagy akár
egész dokumentumot is.
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illetve egy mondatnak - bár természetes nyelvi szövegnél egy egyértelm¶, for-
ráskód elemzésnél nem az. Ezután a szavakat valamilyen módon reprezentálni
kell a neurális háló felé, valamint meg kell határozni a tanító példákat. Tanítás
során az a célunk, hogy egy szó környezetéb®l lehet®leg pontosan megtippeljük
az eredeti szót. E célból a neuron hálónak szó párokat fogunk adni, a be-
men® szövegnek megfelel®en ahogy ez az 3. ábrán is látható. Itt a naranc-
ssárgával kijelölt doboz jelöli az aktuális szót, és ehhez kapcsolódóan formálunk
szó párokat. A neuron háló az egyes párosítások számából fogja megtanulni a
szavak el®fordolásának statisztikáit. Nyilvánvalóan ha két szó többször szerepel
egymás mellett, többször fog bemenetként szerepelni, így várhatóan nagyobb
valószín¶séggel fognak kimenetként megjelenni. A bemen® szöveg nagyságától
valamint a szavak el®fordulásának gyakoriságától még két módosítás léphet fel.
Egyik, hogy megszabható egy szót hányszor számoljunk mint "aktuális szó". A
másik pedig, hogy azokat a szavakat, melyek túlságosan ritkán fordulnak el® a
szövegben egyszer¶en �gyelmen kívül hagyjuk.

A tanító példák így már rendelkezésünkre állnak. Ezeket kell a neuron háló-
nak is értelmezhet® módon odaadni. Ez a korábban is már bemutatott "one-hot"
kódolás lesz, amikor is a bitek csoportjában csak egynek lehet magas az értéke
(1), a többinek alacsony (0) [11]. Mivel igen tárigényes ez a reprezentáció, egy
szótárat szokás kialakítani a bemen® szöveg alapján, melyben azok a szavak
szerepelnek, melyek legtöbbször el®fordulnak a szövegben. Ha a szótárban N

darab szó szerepel, akkor minden bemen® vektor N dimenziós lesz, és az i-ik szó
esetében az 1-es az i-edik pozíción lesz (i=1...N).

X1

X2

X3

…

Xi

…

XN

Bemenő réteg

Y1

Y2

Y3

…

Yi

…

YN

Kimenő réteg

Z1

…

Zi

…

ZH

Rejtett réteg

Ábra 4: A reprezentáció "zsugorítása"

Kérdés még, hogy a fent de�niált hamis feladat hogy fog el®állítani egy
vektoros reprezentációt. A választ a 4. ábra adja. Itt meg�gyelhetjük, hogy
a bemen® szavak dimenziója N, a kimen®ké is, viszont a bels® H, ami kisebb
N-t®l. Ezt úgy is érelmezhetjük, mintha egy cs® elejére megadnánk valamilyen
adatot, viszont a cs® egyre sz¶kebb lesz, és így egyre kevesebb helyen próbáljuk
meg tárolni ezt az adatot, és azt várjuk el, hogy a végén ugyanazt kapjuk meg,
amit be is tettünk ebbe a bizonyos cs®be. A neuronháló valami ilyesmit fog
csinálni, vagyis a bemen® adat olyan fundamentális részeit fogja megtanulni,
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reprezentálni, ami szerinte a legfontosabbak és a legjobban leírják azt.

∑

∑

∑

∑

∑

∑

∑

∑

Bemenő réteg Kimenő rétegRejtett réteg

N dimenziós “one-hot” vektor N darab neuron

Annak a 
valószínűsége, 
hogy a 
környezetben az 
i-ik szó szerepel

Az i-ik szó 
környezetéből 
véletlenszerűen 
kiválasztott szó

P(szó = szótár[N])

P(szó = szótár[i])

P(szó = szótár[1])

P(szó = szótár[2])

…

H < N darab neuron

Softmax
aktiváció
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∑

∑

∑
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0

1

0

0

…

0

∑

Ábra 5: Neurális háló felépítése

A neurális háló felépítését a 5. ábra mutatja be. A rendszer bemenete a
szavak, melyeket "one-hot" vektorokként kódolunk. A bemeneti dimenzió N,
mely megfelel az N dimenziós vektoroknak. Teljesen összekötött hálózat révén
a bemeneti réteg minden eleme össze van kötve a rejtett réteg minden neuron-
jával. Jelöljük a rejtett rétegben a neuronok számát H-val. Fontos, hogy H <
N, különben a beágyazásnak nincs értelme. A rejtett réteg neuronjainak száma
választható érték, ez szabja meg a szóbeágyazás dimenzióját, vagyis hogy a
szavakat hány számjegy®bl álló valós vektorokkal reprezentáljuk. Hiszen bár a
rendszert arra tanítottuk, hogy egy környezet alapján megjósoljon egy-egy szót,
és ha ezt jól csinálja, akkor dimenziócsökkentéssel kapjuk az eredményt (egy
N dimenziós one-hot vektorból készítettünk egy H dimenziós valós számokból
álló vektort). A rejtett réteg tehát az eredeti kódolást tömöríti, méghozzá olyan
jellemz®kkel, amit a szavak környezetéb®l tanult. Ezeket a jellemz®ket pedig a
súlyok írják le, melyek a bemen® réteget a rejtett réteggel kötik össze. Ha ezt
mátrixformában írjuk le, akkor egy NxH dimenziós mátrixot kapunk. A "one-
hot" vektoroknak itt jön el® az el®nyük: hiszen ezek N dimenziós vektorok, és
az i-ik pozíción lév® 1-es azt jelenti, hogy az i-edik szavat reprezentálja. De az
el®bbi mátrixban az i-ik sor is ugyanazt a szót jelöli, és ha ezt a vektort beszoroz-
zuk a kapott súly-mátrix-szal, akkor pontosan a szó beágyazását kapjuk, ahogy
ezt a 1 egyenlet is mutatja.
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Már csak az a kérdés, hogy is tanulja meg a háló a beágyazást. A rejtett
réteg neuronjainak nincs nem lineáris aktivációs függvénye [4], csupán a bemenet
súlyozott összegét továbbítja a kimeneti rétegnek. A kimeneti rétegben szin-
tén N darab neuron szerepel (ugyanannyi, mint a bemeneti rétegben), hiszen N
darab szó szerepel a szótárban, és ezek mindegyikére egy valószín¶séget akarunk
megadni. Ehhez softmax [13] aktivációs függvényt használunk. Ez a rejtett
réteg kimenetét normalizálja egy valószín¶ségi eloszlássá (minden kimenet 0 és
1 közé es® valós szám és ezek összege pontosan 1). Vagyis így egy N dimenziós
vektort kapunk a kimeneten, ahol minden valószín¶ség az adott szó el®fordulásá-
nak valószín¶ségét kódolja az adott környezetben. Ezután a célunk az, hogy a
kereszt-entrópia [6] veszteséget csökkentsük - a kapott valószín¶ségi eloszlást
hasonlítjuk össze a várttal. Hiszen pontosan tudjuk, hogy mit kellene hogy a
modell visszaadjon, és ennek a hibáját akarjuk csökkenteni. Ezt nevezzük felü-
gyelt tanításnak. Az optimalizáláshoz a Gradiens módszert [9] (pontosabban
ennek a véletlenített változatát) szokás használni.

(
0 1 · · · 0

)
×


w00 · · · w0N

w10 · · · w1N

...
. . .

...
wN0 · · · wNN

 =
(
w10 · · · w0N

)
(1)

Modell kiértékelése

A szóbeágyazások után meg kell határozni, hogy bizonyos szavak illetve doku-
mentumok mennyire hasonlóak egymáshoz. Ha a szavakra úgy gondolunk, mint
vektorokra, akkor egyszer¶en tudunk távolságot számolni közöttük valamilyen
jól de�niált távolság-fogalommal. Word2Vec esetében azonban a COS3MUL
függvényt szokást használni, amelyet a 2 egyenlet ír le, melyet a [16] cikkben
mutattak be. Itt V a szótárat reprezentálja, a, a* és b b* pedig két szó pár,
amelyek szintaktikus kapcsolatban állnak egymással, míg ε a nullával való osztás
elkerülése végett szerepel a képletben.

argmax
b∗∈V

(cos(b∗, b)cos(b∗, a∗)
cos(b∗, a) + ε

)
(2)

Az eredeti szerz®k leírása alapján ha ilyen módon számolunk hasonlóságot a
pozitív szavak még mindig pozitívan befolyásolják a hasonlóságot, a negatívak
pedig negatívan, azonban ez a metrika kevéséb érzékeny a széls®séges értékekre
illetve a kapott értékek közötti nagy távolságok sem annyira jellemz®ek. Láthat-
tuk, hogy a Doc2Vec nagyban a Word2Vec-re épít, ezért a fenti képlet kiter-
jeszthet® a dokumentum hasonlóságok meghatározására is. Lényegében itt is
szóbeágyazásokról van szó, csupán a szótárat kell kib®víteni a dokumentumok
azonosítóival, valamint ezen párokra kiszámolni a fenti képletet. A mi alka-
lmazásunkhoz a top-N leghasonlóbb mondatot kell meghatározni egy adott el-
emhez, ez erre is megfelel®en m¶ködik. A következ®kben még kett® technikát

15



4.3 Term Frequency�Inverse Document Frequency 5 REPREZENTÁCIÓK

mutatok be, azonban ezeket már kevésbé részletesen, mivel ezeket mint "base-
line" fogom használni a kiértékeléskor.

4.3 Term Frequency�Inverse Document Frequency

A TF-IDF egy információ-visszakeresési módszer, ami dokumentumok statisztikáira
támaszkodik, és azt próbálja megmondani, hogy milyen fontos egy szó egy
dokumentumban [43]. Ez lényegében egy metrika, aminek értéke egyenesen
arányosan növekszik a szó megjelenésének számához egy dokumentumban, de
ezt ellensúlyozza a szó gyakorisága az egész nyelvi testben (korpuszban). A TF-
IDF értéket egy helyi komponens (Term Frequency) és egy globális komponens
(Inverse Document Frequency) szorzásával és az eredményül kapott dokumen-
tumok egység hosszúságra való normalizálással lehet kiszámítani. A 3. képlet
mutatja be, hogy lehet kiszámolni egy i kifejezésre a j dokumentumban a nem
normalizált súlyokat, feltéve, hogy D a szövegtörzs. Az egyik legegyszer¶bb
rangsorolási módszer, ha az egyes kifejezések súlyainak összegzésével kiszámol-
unk egy értéket, azonban több ki�nomultabb rangsorolási funkció is létezik erre
[28,57].

weightij =
(
frequencyij ∗ log2

D

DocumentFrequencyi

)
(3)

4.4 Latent Semantic Indexing

Az LSI egy igen gyakran alkalmazott technika természetes nyelvi feldolgozás-
ban, ami a dokumentumok közötti kapcsolatokat modellezi. A tanulási folyamat
során egy mátrixot állít el®, amelyben az elemek az egyes szavaknak felelnek
meg. Ezen értékek jellemz®en a TF-IDF értékekkel vannak súlyozva, azon-
ban az egész folyamat nagyban eltér az el®z®t®l. LSI esetén ugyanis az el®állí-
tott mátrixot alacsonyabb dimenziósra csökkentjük szinguláris értkfelbontással
(SVD - Singular Value Decomposition). Ilyen szempontból pedig a Doc2Vec-
re hasonlít - ott is egy tömörebb reprezentációra törekszünk annak érdekében,
hogy a fogalmi szempontból hasonlóbb elemek hasonló ábrázolást kapjonak.
Egy dokumentumhoz a hozzá leghasonlóbb megtalálása könny¶ feladat, hiszen
ez is egy multidimenziós mátrixnak felel meg, és így a megfelel® távolság fogalom
de�niálsa után az vissza tudja adni a hasonlóságot.

5 Reprezentációk

A szóbeágyazások megtanulása érdekében 3 különböz® reprezentációt használ-
tunk: (1) nyers forráskód, (2) típusnevek az absztrakt szintaxisfából és (3)
azonosítók a szintaxisfából. Az alábbi fejezetben ezek lesznek kirészletezve,
valamint a 6. ábra bemutatja a leírásokat egy egyszer¶ példán keresztül. A
kipróbált reprezentációkat alapvet®en a [67] cikk motiválta, azonban ezen kívül
más munkákban is használtak már hasonló leírását a forráskódnak [65,69].
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5.1 Nyers forráskód - SRC

Adott kódgranularitásra (absztrakciós szintre - pl.: osztály, metódus) egy for-
ráskód részletet egy mondatnak tekintünk. Legel®ször a szöveget felbontjuk [15,
29] szavakra, így ún. bag of words reprezentációt kapva. A forráskód felbon-
tásának azonban nem csak szóközök mentén lehet értelme, hiszen itt egyrészt
speciális karakterek is szerepelhetnek, másrészt az azonosítók nem tartalmazhat-
nak szóközt, de több szóból is állhatnak (pl.: number_of_generations vagy
numberOfGenerations - ezen utóbbit nevezzük CamelCase6 szabálynak). A fel-
bontás tehát a következ® karakterek mentén történik: nyító zárójel ("("), ny-
itó szögletes zárójel ("["), szóköz illetve tabulátor (" ") és pont ("."). Ezen
felül felbontottuk a szavakat a CamelCase szabályai szerint, így például a fenti
"numberOfGenerations" szóból három új jönne létre: "number", "of" és "gener-
ations". Ezután a szavakat kisbet¶ssé alakítjuk és sztemmelést7 alkalmazunk ra-
jtuk. Erre a reprezentációra az SRC rövidítéssel fogok hivatkozni a következ®k-
ben az angol Source Code szóból, hiszen itt a forráskódot szövegként dolgozzuk
fel.

5.2 Absztrakt szintaxisfa - AST

Az absztrakt szintaxisfa [3] (továbbiakban AST - Abstract Syntax Tree) a for-
ráskód struktúrájának egy absztrakt szintaktikus reprezentációja. Az alapvet®
koncepció minden programozási nyelvre megegyezik, azonban egyes nyelvek
speci�kussága miatt lehetnek eltérések. A fában szerepl® minden elem a for-
ráskód egy konstrukcióját jelöli, azonban nem a valódi szintaxis szerint, hanem a
struktúrális információkat kiemelve. Ilyen formán minden forráskódbeli egységnek
egy megfelel® típusú AST elem feleltethet® meg. Hogy ezt a reprezentációt
kinyerjük el®ször meg kell konstruálni egy adott forráskód részletre az absztrakt
szintaxisfát. Ehhez a JavaParser-t [2] használtam, ami egy egyszer¶ eszköz Java
forráskód elemzésére. Ezután egy preorder8 bejárást hajtunk végre, ahol kiírjuk
az egyes elemek absztrakt szintaxisfa-beli típusát. A kapott szöveg nem kíván
további feldolgozást, hiszen nincsenek speciális karakterek és a szavak további
felbontásának sincs értelme. Erre a reprezentációra AST -ként fogok hivatkozni
a továbbiakban, mert ez az absztrakt szintaxisfából származó típusokat tartal-
mazza.

5.3 Azonosítók - IDENT

Az el®h®höz hasonlóan, itt is ki kell nyernünk az absztrakt szintaxisfát a for-
ráskódból. Ezután minden elemre tekintjük azt a részfát, melynek a gyökere az
elem, és a levelek értékét (nem típusát!) kiírjuk. A terminális elemek, vagyis

6A CamelCase összetartozó szavak írásának módja. Az elemek szóköz nélkül kerülnek
egymás mellé úgy, hogy minden egyes elem kezd®bet¶jét nagy bet¶vel írják. A Java pro-
gramozási nyelvben egy jó programozói szokás, alkalmazásával a forráskód olvashatóbb.

7A szavak szószáraikra, bázisukra vagy gyökérformájukra hozása. B®vebben lásd [14].
8Egy olyan fabejárás, ami el®bb elvégez egy m¶veletet a fa elemen majd rekurzívan

meghívódik a bal és jobb részfáira.
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a levelek általában a konstans értékeknek vagy azonosítóknak felelnek meg.
Ezután a konstans értékeket kicseréljük placeholder-ekkel (helykitölt®kkel): egész
számok helyett az [INT] azonosító kerül, a logikai értékek a [BOOLEAN] sztringgel
lesznek kicserélve, stb. A szavakon ezután hasonló utófeldolgozási lépések ha-
jtódnak végre, mint az SRC reprezetáció esetében (kisbet¶ssé konvertálás, sztem-
melés, CamelCase felbontás). Erre a reprezentációra az IDENT rövidítéssel
fogok hivatkozni az angol identi�er (azonosító) szóból, hiszen az absztrakt szin-
taxisfa azonosítóival írjuk le a forráskódot.

int a = 12;

Identifier
type: SimpleName

value: a

Literal
type: IntegerLiteralExpr

value: 12

int a <INT>

Type
type: PrimitiveType

value: int

(2)

(1)

(3)

VariableDeclarationExpr

VariableDeclarator

VariableDeclarationExpr VariableDeclarator PrimitiveType SimpleName IntegerLiteralExpr

Ábra 6: Az el®állított reprezentációk egy változódeklaráción keresztül szemlél-
tetve: a nyers forráskódból (1) - SRC megkonstruáljuk az absztrakt szintaxis
fát, majd minden elem típusát kiírjuk a fa preorder bejárásának sorrendjében
(2) - AST, vagy pedig kiírjuk a levél elemek értékét (3) - IDENT.

6 Alkalmazások

A dolgozat eddigi fejezetei még csak bevezet® jelleg¶ek voltak, azonban úgy
vélem mindenképpen szükségesek. Az elkövetkez®kben kerülnek bemutatásra
azok a megközeletísek, melyek az automatikus programjavítás folyamatát próbálják
segíteni. Legel®ször a tesztesetek kódosztályokhoz való hozzárendelése lesz be-
mutatva, majd az el®állított potenciálisan javított programok validációja. Mind-
két esetben ha hasonlóságról van szó, az el®z®ekben bevezetett modellek és
reprezentációk valamilyikével mért mértékr®l van szó.

6.1 Tesztek nyomon követhet®sége

A tesztek meglétének fontosságát a javítási folyamatban már láttuk: olyan
projektek esetén, ahol nem ismert, hogy egyes tesztnek mi a szerepe, az au-
tomatikus programjavítás is nehézkessé válik. Amikor a teszteket a kód os-
ztályokkal kívánjuk összekapcsolni teszt-kód nyomon követkhet®ségnek (test-to-
code traceability) nevezzük. Ez nem csak az APR szempontjából fontos feladat,
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hanem min®ség biztosítás (SQA - Software Quality Assurance), szoftver kar-
bantartás, és sok más terület esetében is. Ismeretes, hogy kimerít®en tesztelni
lehetetlen, viszont a tesztek számának növelése egy jó programozási gyakor-
latnak számít. Ez magával vonja, hogy a nagy rendszerek akár több százezer
teszttel is rendelkezhetnek, melynek menedzselése komoly feladat. Ilyen es-
etben megfelel® elnevezési konvenciók [62] segíthetnek, ezek segítségével igen
jó eredménnyel kinyerhet®k a megfelel® kapcsolatok. Azonban azon projektek
esetében, ahol ezek nem voltak alkalmazva más, automatikus módszerek szük-
ségesek a teszt linkek kinyerésére. A 7. ábrán a következ®kben bemutatni
kívánt megközelítést láthatjuk. Els® lépésben a vizsgált projektek esetében
szétválasztjuk a teszteket az általuk tesztelt osztályoktól, majd ezekb®l három
különböz® forráskód reprezentáció készül. Ezt követ®en szöveges hasonlóságot
mérünk több különböz® technikával is, és egyes tesztesetekhez egy listát állítunk
el®, ami a hozzá leghasonlóbb kódosztályokat tartalmazza. A feltételezésünk az,
hogy az egyes tesztesetek olyan osztályokat tesztelnek, melyek valamilyen mó-
don hasonlítanak hozzájuk. Mivel egy adott tesztesethez az els® N leghasonlóbb
kód osztályt adjuk vissza, ezért erre a megközelítésre úgy is tekinthetünk, mint
egy ajánló rendszerre.

ForráskódJava

?

SRC AST IDENT

Szöveges 
előfeldolgozás

Hasonló osztályok 
rangsorolt listájapublic class SomeClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

public void otherTestMethod() {

// another example test 

method

assertFalse(x == y);

}

public void someTestMethod() {

// an example test method

assertTrue(z == w);

}

?

?

Teszt osztály Kód osztály

Reprezentációk előállítása:

QUERY !CORPUS

Doc2Vec

1    0
1    1

LSI

TF-IDF
Term

is 2

a 1

Term count

Hasonlóságok mérése

Related classes

1.
2.
3.
4.

Ábra 7: A teszt-kód nyomonkövetés magas szint¶ folyamata

6.1.1 Adat gy¶jtés

A traceability feladat kiértékelésére négy nyílt forráskódú rendszert vizsgáltam.
Ezek közül kett® az Apache Commons projekt részei: Commons Math9 és Com-
mons Lang10. A JFreeChart11 jelenleg az egyik legnépszer¶bb diagram készító
könyvtár, a Mondrian12 pedig egy online analitikus eszköz. Els®sorban azért
ezekre nyitott a választásom, mert mindkét általam vizsgált módszerre már van-
nak publikált eredmények ezekre vonatkozóan [34,46,71]. Szintén nagy el®nyük,
hogy publikusan elérhet®ek, így a forráskódok megszerzése könnyen ment. A

9https://github.com/apache/commons-math
10https://github.com/apache/commons-lang
11https://github.com/jfree/jfreechart
12https://github.com/pentaho/mondrian
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bennük megtalálható (már javított) hibák jól dokumentáltak, valamint a hoz-
zájuk kapcsolódó tesztek jól nyomonkövethet®ek. Ez kiértékelés szempontjából
mind jelent®s tényez®. A projektek részletes méreteit láthatjuk a 1. táblázat-
ban. Ezeken kívül az alábbi projekteken folytattam kísérleteket: JodaTime,
ArgoUML, PMD és Gson.

Táblázat 1: A vizsgált rendszerek méretei és verziói.

Program Verzió Osztályok Metódusok Tesztek

Commons Lang 3.4 596 6523 2473
Commons Math 3.4.1 2033 14837 3493
JFreeChart 1.0.19 953 11594 2239
Mondrian 3.0.4.11371 1626 12186 1546

A projektek választásánál szempont volt még a tesztek megfelel® elnevezése.
A felsorolt projektek mindegyikére igaz, hogy a tesztek legnagyobb részének
elnevezésekor úgyeltek a jó nyomon követhet®ségre. Egy ilyen igen gyakori kon-
venció, amikor a teszteset osztályát az angol Test kulcsszóval egészítjük ki a kód
osztály nevéhez képest. Például ha a kódosztály neve [CodeClass], akkor a teszt
osztályt vagy [CodeClassTest ], vagy pedig [TestCodeClass] névvel illették. Így
annak eldöntése, hogy egy teszteset melyik kódosztályhoz tartozik igen egysz-
er¶: csak ezen névkonvecióra illeszked® osztályokat kell párosítani. Ezen felül
még érdemes lehet megkövetelni, hogy a teszt- és kódosztályok azonos könyvtár
struktúrában szerepeljenek, így a min®sített nevük is megegyezik. Ezek alapján
a bemutatott technikák már kiértékelhet®k.

6.2 Patch validálás

Ezen részfeladatnál a célunk eldönteni egy generált patch-elt programról (po-
tenciálisan javított programról), hogy az valójában helyes-e. A hipotézis az
Ockham borotvája [10] elv, amely szerint két, az adott jelenséget egyformán
jól leíró magyarázat közül azt érdemes választani, amelyik az egyszer¶bb. Ez
nyilvánvalóan csak egy heurisztika13, de alkalmazása azonban több területen is
sikeresnek mutatkozott. Esetünkben az egyszer¶bb magyarázat azt fogja je-
lenteni, hogy azokat a javított programokat tekintjük helyesnek, melyeken a
legkevesebb módosítás történt, vagyis amelyek a leghasonlóbbak az eredeti pro-
gramhoz. A hasonlóság méréséhez ebben az esetben is a korábban bevezetett
hasonlósági mértékeket fogom használni. A 8. ábrán tekinthetjük meg a validá-
ció sematikus folyamatát.

13bár egyes gépi tanulási algoritmusok esetében kés®bb be is bizonyították, hogy a tömör
reprezentáció megegyezik a hatékony tanulással [12]

20



6.2 Patch validálás 6 ALKALMAZÁSOK

public class SomePatchedClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

public class SomePatchedClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

public class SomePatchedClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

public class SomePatchedClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

public class SomePatchedClass {

public boolean doSomeStuff() {

//an example production code

...

}

}

Potenciálisan javított 
programok Javítások ellenőrzése

(Nagyobb valószínűséggel) 
helyes program(ok)

Ábra 8: A patch validálás magas szint¶ folyamata

6.2.1 Adat gy¶jtés

Ebben az esetben az adatok gy¶jtése nehezebb feladatnak bizonyult. El®ször
is egy olyan publikusan elérhet® adatbázisra volt szükség, ami hibákat és azok
javításait tartalmazza, másodsorban pedig szükséges még a kijavított hibák em-
beri ellen®rzése is, hogy kiderüljön a javítások sikeresek voltak-e. A QuixBugs
benchmark [74] egy ilyen adatbázis, melynek els®dleges célja a jelenleg leg-
népszer¶bb programjavító eszközök objektív összehasonlítása. Az adatbázis
40 egysoros hibát tartalmaz Python és Java nyelvekre, melyekre javításokat
generáltak a követket® eszközökkel: Arja, Cardumen, JGenprog, JKali, Nopol,
RsRepair, NPE�x, Tibra és Mutation. A 40 hibából ezek az eszközök össze-
sen 14-re generáltak potenciálisan javított programot. Ez egészen jól hangzik,
azonban a 14 javításra összesen 64 patch generálódott! Ez azt jelenti, hogy
egy hibára átlagosan 4.5 javítás jött létre, melynek mindegyike kézi validációt
igényel. Ezen létrejött patch-ek közül fel vannak címkézve a helyes javítások,
tehát a kiértékelés ily módon egyszer¶södik.

6.2.2 Dokumentum beágyazás tanulása

Minden el®bbiekben leírt reprezentációra külön lett tanítva a doc2Vec modell.
Mivel ennek a célja az, hogy valós számokból álló vektorokkal reprezentáljon
szöveget, tekintet nélkül annak hosszára, de�niálnunk kell, hogy mit is jelent
a dokumentum. Teszt-kód nyomonkövetés esetében minden osztályt egy külön
dokumentmnak tekintünk, ez Java-ban általában így is van (kivéve beágyazott
osztályok esetében, viszont ezen esetekr®l most eltekintünk). Így a forráskód
elemek között osztály-szint¶ hasonlóságot tudunk számolni. Ez a teszteseteknél
rendben is van, hiszen a unit tesztelés ajánlása szerint is egy teszt osztály egy kód
osztályt teszteljen (más kérdés, hogy a gyakorlatban ez hogy valósul meg). Patch
validálásnál szintén egy osztályt tekintünk egy dokumentumnak, a motiváció
viszont eltér®. Itt ugyanis a patch-elt programot akarjuk összehasonlítani az
eredeti programmal, a programjavító eszközök pedig általában osztály szinten
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dolgoznak - tehát ha egy metóduson belül adódik a hiba, a javítás azon kívül
is létrejöhet. A traceability adatbázis nagyságrendileg nagyobb, mint a patch
validációs, ezért olyan kísérleteim is voltak, amikor is az el®bbi adatbázison
betanított modellt értékeltem ki az utóbbin. Bár az eredmények kicsit eltér®ek
voltak (nyilvánvalóan valamilyen szinten más beágyazások jöttek létre), nem
volt szigni�káns különbség, ezért a tanítások alapvet®en külön zajlottak.

A kísérletekhez a Gensim [1] eszközt használtam, ami egy ingyenes Python
könyvtár. Ebben már implementálva van a doc2Vec modell, viszont a hiper-
paraméterek értékét nekünk kell beállítani. Ezek közül talán a legfontosabb a
beágyazás mérete, vagyis hogy hány komponensb®l fognak állni a vektorok (a
rejtett rétegben a neuronok száma). Különböz® dimenzióméretekkel is kísér-
leteztem, a legjobb eredményt azokkal a vektorokkal értem el, melyek dimenz-
iója 100 volt14. Az ablak méret (a vizsgált szavak száma jobbról és balról) és
az iterációk száma (azon lépések száma, ameddig a neuronhálót tanítjuk) sz-
intén fontosak, ezen értékeket rendre 10-re és 20-ra állítottam. A tanítás alatt
megadható, hogy azon szavak melyek bizonyos értéknél kevesebbszer fordulnak
el® a szótárban egyszer¶en ne számítsonak a beágyazások elkészítésénél (tehát
hagyjuk ezeket �gyelmen kívül). Ezt a beállítást a 2 értékre állítottam. Az utób-
binak esetünkben nem nagy jelent®sége van, hiszen a forráskódban csak limitált
nagyságú a szótárunk (csak meghatározott kulcsszavakat lehet használni) - ez
különösen igaz az AST-b®l el®álló reprezentációkra. A tanítás után a modellt®l
lekérhet® a szótár, amib®l egyes szavak beágyazásait meg is tekinthetjük. Mind
a kezdeti tanulási ráta és a végs® tanulási ráta a Gensim eredeti beállításai
szerint voltak beállítva.

7 Eredmények

A fentiekben sor került a problémafelvetésre, valamint a javasolt megoldásokra.
Ebben a fejezetben az egyes megközelítések kiértékelésének menete illetve az
elért eredmények kerülnek bemutatásra.

7.1 Nyomonkövetés

Nyomonkövetés esetében a kiértékelés a fent említett névkonvenciók segítségével
történik. A helyes kapcsolatok így egyértelm¶en meghatározottak. A névkon-
venció segítségével azonban egy teszt osztályhoz csak egy másik kód osztály
kapcsolódhat. A gyakorlatban ett®l eltér® kapcsolatok is elképzelhet®ek, s®t ál-
talában is az a helyzet, hogy egy tesztet egyszerre több osztályhoz szántak. A
megközelítésünket ezért úgy terveztük, hogy egy teszthez a top-N leghasonlóbb
kód osztályt találja meg, ahol N lehet 1, 2 és 5. Így a modellt egy ajánlórend-
szernek tekinthetjük, amely egy teszthez egy rangsorolt listát ajánl. Mivel a
névkonvenció csak 1-1 kapcsolat meghatározására használható, ezért a top-2 és

14kivéve az AST reprezentáció esetén, itt ugyanis eleve csak 96 különböz® szó lehet a szótár-
ban (ennyi féle típus van az absztrakt szintaxisfában), így ott a beágyazás mérete 50 volt, a
többi paraméter megegyezett
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top-5 hasonlóságok pontosságát nem tudjuk lemérni. A kiértékelés ezért a recall
metrika menntén kerül de�niálásra, ezt a 4. képlet mutatja. Leegyszer¶sítve, a
magas recall érték azt jelenti, hogy egy algoritmus a releváns elemek legtöbbjét
megtalálja.

recall =
|valdiKapcsolat ∩ ajnlottKapcsolat|

|valdiKapcsolat|
(4)

A 4. és a 5. fejezetekben ismertetésre kerültek a modellek és reprezentációk,
most ezek eredményei tekinthet®k meg a 9. ábrán. Els® ránézésre az t¶nik
föl, hogy a zöld oszlopok a legmagasabbak, amelyek az IDENT reprezentációból
származó eredmények. Úgy t¶nik tehát, hogy mindhárom modell esetében a
teszt-kód nyomonkövetésre ez a reprezentáció a legalkalmasabb. Ezzel ellentét-
ben a narancssárga oszlopok (AST) nagyon alacsony értékeket értek el, míg a
kék oszlopok (SRC) legtöbb esetben a két másik reprezentáció közötti értéket
éri el. Az egyes modellek közötti különbség talán annyira nem szembet¶n®, de
mélyebb vizsgálat során megifgyelhet®, hogy a doc2vec eredményei a legtöbb es-
etben kimagaslóan jobbak a többit®l. Az egyetlen kivétel a Mondrian projekt,
ahol is a TF-IDF megel®zte a doc2vec-et (rendre 73% és 67%). Bár a különbség
nem szigni�káns, ez az eredmény aláássa a doc2vec egyértelm¶ dominanciáját.
Ez adja az ötletet, hogy nézzük meg milyen a modellek együttes teljesítménye.
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Ábra 9: Eredmények a három különböz® modellel mért hasonlóságok és
reprezentációk tekintetében
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Táblázat 2: A doc2vec, mint együlálló modell és a kombinált technika ered-
ményei az IDENT reprezentáción

Doc2Vec Doc2Vec-TFIDF-LSI
TopN results 1 2 5 1 2 5

Commons Lang 78.3% 88.4% 91.8% 78.3% 88.4% 93.1%
Commons Math 40.1% 52.3% 62.9% 48.2% 58.0% 68.2%
JFreeChart 42.5% 50.6% 62.0% 45.3% 55.2% 67.3%
Mondrian 67.2% 68.5% 75.1% 67.6% 70.2% 80.7%

Mivel a reprezentáció választás (erre a feladatra) egyértelm¶, ezért a továb-
biakban csak az IDENT reprezentációval mért eredményeket tekintjük. Megem-
líteném továbbá, hogy kísérleteket folytattam a tanulandó korpusz kib®vítésére
is. A természetes nyelvi szövegen való tanítás plussz információt hordozhat,
ami a beágyazásokat még kedvez®bb módon befolyásolhatják. Ezért a doc2vec
modellt a projektek API dokumentációján is tanítottam, azonban az így kapott
eredmények nem mutattak javulást (s®t egyes esetekben romlottak), ezért rés-
zletesen nem is kerül ez a technika bemutatásra.

Ha megtekintjük a modellek által el®állított hasonlósági listákat, azt láthatjuk,
hogy a legtöbb esetben a megfelel® osztály megtalálható a listában, csupán a
sorrend eltér®. Ez alapján a hasonlósági lista �nomítása állhat abból, hogy
"megszavaztatjuk" a modellekkel, hogy melyik osztályok szerepeljenek a listában.
Ez hasonlít a jól ismert együttes tanulásra [7], aminél is alapelv az, hogy több
gyenge tanuló teljesítménye (bizonyos feltételek mellett) jobb lehet, mint egy
er®s tanulóé. A hasonlósági lista �nomítását a következ® egyszer¶ algoritmus
végzi:

1 r e s u l t = [ ]
2 f o r code_class in ranked_list_1 :
3 i f code_class in ranked_list_2 :
4 r e s u l t . append ( code_class )

Ahol a ranked_list_i az i-ik modell által el®állított rangsorolt lista. Mivel
az egyes listák az összes kód osztályt tartalmazzák, ezért ennek méretét 100-ra
korlátoztam. Látható, hogy a listák szerepe nem szimmetrikus: az egyik lista
elemeit �nomítjuk a másikéval, aképpen, hogy kitöröljük azokat az osztályokat,
melyek nem találhatók meg az utóbbiban. Így a listában szerepl® osztályok
sorrendje nem változik, csupán azon osztályok el®rébb kerülhetnek, melyek nem
szerepelnek egy másik listában. A �nomítást a modellek minden lehetséges
kombinációján lefuttattam, valamint megnéztem azt az esetet, amikor egy ha-
sonlósági listát a másik kett® modellel �nomítunk (az if szerkezetben van még
egy "és"). A legjobb eredményt akkor kaptam, amikor a doc2vec által el®ál-
lított hasonlósági listát �nomítottam a másik kett® modellel. Ezek az értékek
megtekinthet®k a 2. táblázatban az eredeti doc2vec eredmények mellett.
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Ábra 10: A kombinált technika relatív javulásai a doc2vec IDENT reprezentá-
ciójához képest

A kombinált technika által el®állított eredményeken látszik, hogy szinte min-
den esetben javulást hozott (kivéve a Commons Lang projektet, ahol az érték
nem változott), tehát a modellek együttesen még jobban teljesítenek, mint
külön-külön. A 10. ábrán láthatók a reltív javulások a doc2vec modell IDENT
reprezentációjához viszonyítva. A doc2vec, mint egyedülálló technika átlagos
recall értéke 60%, ami csaknem duplája az LSI-vel mért értékeknek. Ez igen
jelent®s eredmény, hiszen erre a feladatra legjobb tudomásom szerint az LSI-
t használták széleskör¶en, míg a doc2vec-et én alkalmaztam el®ször. A for-
ráskód reprezentációk tekintetében egyértelm¶en az IDENT bizonyult a legsik-
eresebbnek. Összességében pedig elmondható, hogy a modellek kombinálásával
méginkább kedvez® eredmények érhet® el, a doc2vec-hez viszonyítva áltagosan
4%-os javulást sikerült elérni.

7.2 Javítás ellen®rzés

A cél a helytelen programok kisz¶rése úgy, hogy a helyes programok lehet®-
leg megmaradjonak. Az alapfeltételezés az, hogy a helyes patch-ek az eredeti
programhoz hasonlóbbak, mint a helyetelenek, valamilyen korábban de�niált
hasonlósági mérték alapján. A feladathoz a kiértékel® metrikák a statisztikából
jól ismert Negative Predictive Value (ld. 5. képlet), Positive Predictive Value
vagy pontosság (ld. 6. képlet), az el®z®ekben is bemutatott recall érték (ld. 7.
képlet), illetva az F1 metrika (ld. 8. képlet). A képletekben szerepl® TP a True
Positive, a TN a True Negative, az FP a False Positive, míg az FN a False Nega-
tive értékeket jelöli. Ebben a konkrét esetben az egyszer¶bb esetek a TP és TN:
el®bbi amikor egy helyes programra az algoritmus is azt mondja, hogy helyes,
utóbbi pedig amikor egy helytelenre mondja, hogy helytelen. Nyilvánvalóan an-
nál jobb, minél nagyobbak ezen értékek, azonban a TN érték maximalizálása
az igazán érdekes, hiszen ez jelenti azt, hogy egy helytelen programot sikerült
kisz¶rni. Az FP érték esetünkben azt jelenti, amikor egy helytelen programra
tippeli az algoritmus azt, hogy helyes. Ez a hiba nem igazán számottev®, hiszen
az eredeti programjavító eszköz szerint is helyes ez a kimenet - erre a konkrét
patch-re mi sem tudtunk jó döntést hozni, további kézi ellen®rzés szükségeltetik.
Az FN értéknél viszont már nem vagyunk ennyire engedékenyek, hiszen ez azt
jelenti, hogy egy helyes programra mondja azt az algoritmusunk, hogy helyte-
len. Ez nyilvánvalóan komoly hibának számít, hiszen egy programjavító eszköz
ezen patch el®állításán fáradozott, amit kés®bb hibásan (!) eldobunk.
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NPV =
TN

TN + FN
(5) PPV =

TP

TP + FP
(6)

recall =
TP

TP + FN
(7) F1 =

PPV ∗ recall
PPV + recall

(8)

A Positive Predictive Value metrikát sokszor a precision (pontosság) névvel
illetik - itt azért élek a PPV elnevezéssel, mivel az NPV is bevezetésre került.
A Negative Predictive Value metrika bevezetése azért fontos, mert ha a fen-
tiek szerint járunk el, a pontosságot kissé kifordítottan kell értelmezni. Még-
pedig azért, mert most az számít pontos egyezésnek, amikor a patch helytelen
és az algoritmus is ezt mondja (FN metrika). Nyilván az is fontos, hogy a
TP értéket maximalizáljuk, azonban ez kevésbé érdekes a helytelen javítások
kisz¶résénél. Mivel most nem egy hasonlósági listát tekintünk, hanem csak
egyetlen egy egyezést, meg kell szabnunk egy határt, hogy a számolt hason-
lóságok alapján mikor mondjuk egy patch-re, hogy helyes vagy helytelen. Az
alapfeltételezés az volt, hogy egy helyes patch az eredeti programhoz hasonló, en-
nek éppen az ellenkez®je bizonyosodott be - egy patch akkor t¶nik helyesnek, ha
az kevésbé hasonló az eredeti hibáshoz. A küszöbérték alapján kapott metrika
eredményeket a 11. ábra mutatja. Bár a hasonlóságok igen magas értékeket
értek el, meg�gyelhet® a metrika értékek viselkedésénél, hogy a 0.9991 és 0.9995
tartományban nem változik az érték, ezért a továbbiakban ezzel az értékkel
dolgozom az SRC reprezentáció esetén. Ezen küszöbértéket minden reprezen-
táció esetében külön-külön kell beállítani. Kiemelném, hogy a gyakorlatban
a küszöbérték meghatározása nem triviális feladat. Ennek automatizálására
születtek már ötletek, melyek implementálása folyamatban van. Ilyen például
a hasonlóság lemérése az eredeti kódbázis múltbéli javításait tekintve, illetve
statisztikai módszerek használata. Továbbá, hasonlóságok itt is, csakúgy mint
az el®z® esetben lemérésre kerültek mind az LSI, mind a TF-IDF modellel.
Azonban ezesetben a doc2vec annyival jobb eredményeket biztosított, hogy nem
tartottam fontosnak ezen utóbbi hasonlósági mértékek feltüntetését. A másik
kett® módszer gyenge eredményeit lehetséges, hogy a tanító adatbázis kis mérete
okozta. A tanító adatbázis b®vítését célzó kutatások még folyamatban vannak,
illetve más reprezentációk el®állításán is dolgozom.

A kapott eredményeket a 12. ábrán tekinthetjük meg. A négyzetekben
a val fels® sarok felel meg a TP, a bal alsó a TN, jobb fels® az FP és a bal
alsó az FN értékeknek. Az eredmények a doc2vec által mért hasonlóságokból
származnak. Meg�gyelhetjük, hogy az FN érték az SRC reprezentáció esetében
a legalacsonyabb, ily módon ezt tekinthetjük a legeredményesebbnek (az F1
metrika értéke is itt a legmagasabb). Ez betudható annak, hogy a javítások
sokszor csak egyetlen sorra korlátozódnak, s®t egyes esetekben csak egyetlen egy
karakterre (pl.: <(kisebb) jel helyett >(nagyobb) írása egy if szerkezetben). Az
ilyen kis módosításokat sem az IDENT sem az AST reprezentációk nem képesek
detektálni, hiszen ezek egy nagyobb absztrakciós szinten dolgoznak. Ez f®leg az
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Ábra 11: Kiértékel® metrika értékek doc2vec modell és SRC reprezentáció es-
etében a küszöbértékt®l függ®en

AST-re igaz, hiszen ott csak az absztrakt szintaxisfa típusaival dolgozunk. Bár
az IDENT esetében az azonosítókkal dolgozunk, ez nem foglalja magába az ilyen
�nom módosításokat (pl.: az el®z® esetben a kisebb jel az absztrakt szintaxisfa
egy bels® csúcsa lesz, ezáltal az IDENT reprezentációban egyáltalán nem fog
szerepelni, az AST-ben pedig a kisebb és nagyobb jelek típusai megegyeznek).

Értelmezve a kapott eredményeket arra jutunk, hogy a helytelen patch-ek
közül 16-ot sikerült kisz¶rni. Összesen 60 patch generálódott a 14 hibára, melyek
közül 27 volt helyes (hiszen eleve egy APR eszköz több patch-et is generálhat,
és több ilyen eszközt is futtattak ugyanarra a problémára). Ez azt jelenti, hogy
32 hibás patch generálódott, amelyek közül ezek szerint pontosan a felét sikerült
kisz¶rni! Ez igen jónak mondható, hiszen ez automatikusan történt. Itt az NPV
értéke 0.94, vagyis egy helytelen patch-re ekkora valószín¶séggel mondta az al-
goritmus, hogy az valóban helytelen. A PPV értéke pedig 0.57, amely szerint
nagyjából csak minden második program, amire az algoritmus a helyes címkét
tippeli, helyes valójában is. Ezen utóbbi mérsékelten mondható kit¶n®nek,
azonban nem is a PPV metrika nöelése volt a f® cél. A többi reprezentáció
által helyesen kisz¶rt programok száma magasabb, azonban az FN értékek is,
ami igen el®nytelen. A 19 FP érték a korábbiak nem befolyásolja rosszul az ered-
ményt, hiszen ezekre a patch-ekre az eredeti javító eszköz is hibásan generálta a
patch-et. Az emberi tényez® tehát egyel®re mégsem likvidálható a folyamatból,
azonban az emberi er®forrás csökkentés valamilyen szinten mérsékelhet®.

Az egyetlen tévesztést érdemes lehet mélyebben megvizsgálni, mivel a kiértékel®
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Ábra 12: A doc2vec modellel mért hasonlóságokból kapott kiértékel® metrika
értékek a három reprezentációra

adatbázis relatív kicsi (bár tudomásom szerint jelenleg nem áll rendelkezésre
nagyobb), és ezért torzítások léphetnek fel.A 13. ábrán tekinthetjük meg a hi-
básan osztályozott javítást. A patch-et a Cardument eszköz generálta a Merge-
Sort nev¶ hibára. A kézi javítás az eredetin az == 0 feltételt cserélte le <=
1 feltételre. A kapott javítás tehát helyes, azonban emberi szemmel kevésbé
olvasható. Ez egyébként az patch-ek konstruálásánál egy visszatér® probléma:
kérdés, hogy fontos-e, hogy a generált patch olvasható legyen az ember számára
is, ha m¶ködik? Mivel a potenciálisan javított programok közül még igen
sok bizonyul hibásnak, ezért az emberi felülvizsgálat elkerülhetetlen. Így az
olvashatóság úgy t¶nik, hogy mégiscsak egy fontos szempontnak kellene hogy
legyen. Ezek alapján az Olvasó maga döntse el, hogy az alábbi patch helytelen-
nek való felcímkézése valójában tévesztés volt-e.

@@ -20,11 +20,17 @@ 

public static ArrayList<Integer> mergesort(ArrayList<Integer> arr) {

- if ((arr.size()) == 0) {

+ if (((arr.size()) / 2) == 0) {

return arr;

} else {

// ...

}

}

Ábra 13: A Cardumen eszközzel generált javítási patch
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8 Kapcsolódó munkák

Korábbi munkákban [63] rámutattak már, hogy a túl sok teszteset sem el®nyös
az automatikus programjavítás területén, hiszen tipikusan ilyenkor lép fel a
túlillesztés problémája. Az is ismert jelenség, hogy vannak valamint olyan hi-
bák is, melyek "labor-körülmények" között nem is jelentkeznek [31]. Ennek
ellenére a tesztesetek jelent®sége kifejezetten fontos, hiszen némely esetben még
a patch-ek elkészítése is a teszteken alapul [63, 73]. Természetesen vannak
más megközelítések is, amik inkább korábbi manuális javításokból generálják
a javítást [37,40]. Bár az ilyen megközelítések igéretes eredményeket mutatnak,
újabban több ízben is kritikák illették ezeket [55].

A javított programok egyszer¶ségére való törekvés már több munkában is
megjelent igényként [49, 68]. Ezáltal a javított programok az emberi szem
számára is értelmezhet®bbek lesznek. Az olyan kódokat, melyeket APR es-
zközök generálnak minden törekvés nélkül arra, hogy olvasható legyen "¶rlény
kódnak" is hívják [54]. Ezek kés®bbi karbantartása nyilvánvalóan igen költ-
séges lehet. Az automatikus programjavítás még gyerekcip®ben jár, számos
kihívással [42], melyek közül egyik legfontosabb a gnerált patch helyességének
eldöntése [19, 25]. Tudomásom szerint olyan megközelítés még nem született,
ahol szöveges hasonlóság alapján próbálták meghozni ezt a nehéz döntést.

A nyomonkövetés alatt a szoftverfejlesztés területén általában a forráskód
valamilyen más artifaktummal (pl.: természetes nyelvi dokumentáció, funkciók,
stb) való összekapcsolását értjük [18,44]. Habár a teszt-kód nyomonkövetés nem
a legnépszer¶bb téma, számos megoldás született már erre a problémára [62], de
tökéletes megközelítéssel még nem álltak el® a kutatók [32, 34, 61, 62]. A jelen-
legi legkorszer¶bb megközelítések [60] több technika kombinációját használják,
melyek közül tipikusan egyik szövegesen hasonlóságon alapul. Ez a technika
a forráskód elemzésén alapul, valamint a tesztesetek hívásait is elemzi. Ett®l
függetlenül az eszköz szöveges hasonlóságra is alapoz, melynek mérésére LSI-t
használnak. Ebben a munkában rámutattam, hogy ezt a doc2vec felülmúlja, s®t
a modelleket kombinálva még jobb eredmények érhet®k el.

A word2vec modell [53] el®kel® �gyelmet kap az utóbbi években, és egy
igen népszer¶ eszközzé vált a természetes nyelvi feldolgozás terén [39,47,65]. A
segítségével számolt szöveges hasonlóságnak a szoftverfejlesztésben is számos
alkalmazása van. Ilyen például a klón detektálás [69], vagy a kód osztály-
ozás [76]. A doc2vec [52] a word2vec kiterjesztése, mely nem szavak, hanem
egész dokumentumok beágyazására szolgál. Habár nem osztozik a word2vec
népszer¶ségében, mégis jelent®s fontosságú a kutatói közösség számára [21, 66,
78]. Bár a követelmények nyomonkövethet®ségénél (requirement traceability) a
beágyazások használata bevett szokás [26, 75, 77] az általam bemutattott több
szempontbül is különbözik ezekt®l. Egyrészt ezek a hasonlósági fogalmat ál-
talában több lépésben számolják, nem egyben. Másrészt az általam bemutatott
modellek csak a forráskódon voltak tanítva, semmi b®vebb információt nem
kapva.

A doc2vec használata tehát újításnak számít, ezzel ellentétben a TF-IDF és
LSI modelleket már számos feladatra használták a szoftverfejlesztés területén
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is [34, 72]. A TF-IDF modell már igen régen de�niálásra került, ezért mára
már számos feladat megoldásakor erre mint baseline technikára tekintenek [64].
Ez igaz volt az én munkámban is, egyedülálló technikaként a használata nem
hozott különösebben jó eredményeket, azonban kombinálva más modellekkel
javulást sikerült elérni. Az LSI is elég régi technikának számít, azonban ezt
még igen aktívan használják a szoftverfejlesztés területén is. Erre példa egy
friss publikáció, melyben az LSI-t feature kinyerésre használták [35], valamint
megmutatták, hogy struktúrális információval kombinálva mégjobb eredmények
érhet®k el a segítségével [33,36].

A forráskód szöveges reprezentációjára az utóbbi években számos megközelítés
született [58,65,69]. A publikációban, ami számomra alapul szolgált [67] ezeket
a reprezentációkat klón detektálásra használták. A munkám nem csak a fe-
ladatban tér el, hanem a tanulás módjától is. Ott ugyanis a szavakat külön-
külön ágyazták be, majd utána ezeket egy rekurzív autoencoder neuronháló
aggregálta. Más reprezentációk is meg�gyelhet®k, mint például [76], ahol sz-
intén az absztrakt szintaxisfából indulnak, azonban ahelyett, hogy karakterek
egy folyamát alakítanák ki ebb®l, egy LSTM hálózatot alakítanak ki az AST
alapján, amely beágyazza az egész fát. A témában egy igen nagyhatású munka
a code2vec [17], ahol szintén forráskódon mérnek hasonlóságot. A szerz®k egyes
forráskód részekre felépítik az absztrakt szintaxisfát, majd az egyes levelek
között húzódó útconalakat ágyazzák be. A beágyazott útvonalakak közül ezt
követ®en egy attention neurális háló választja ki a legfontosabbnak vélteket. Bár
ezen megközelítések mindegyike forráskód elemek közötti hasonlóságot mérnek,
ezt máshogy teszik, valamint az általuk megoldott feladat különbözik az általam
bemutattaktól.

9 Konklúzió

Ebben a munkában az automatikus programjavító eszközök teljesítményének
javításával foglalkoztam. Két nagy területr®l volt szó: tesztesetek kód os-
ztályokhoz való rendelésér®l valamint egy patch helyességének a validálásáról.
El®bbi biztosítja a teszteseteket a programjavítási folyamat számos lépéséhez,
míg az utóbbi a potenciálisan javított program helyességét ellen®rzi. Mind-
két probléma megoldására szöveges hasonlóságot alkalmaztam. A hasonlóság
mérésére három modellt vezettem be, ezek a doc2vec, LSI és TF-IDF. Ezen
technikák a forráskód három különböz® reprezentációján dolgoztak: IDENT,
AST és SRC. Mivel az alkalmazott megközelítés csupán szöveges hasonlóságon
alapul és az a forráskódból indul ki, ezért a technika bármilyen programozási
nyelvre és APR eszközre könnyedén kiterjeszthet®.

A tesztesetek kódosztályokhoz való rendelését teszt-kód nyomonkövetésnek
nevezzük. Ezen prblémát nagy pontossággal sikerült megoldani csupán szöveges
hasonlóság felhasználásával. A megoldás során a használt modellek kombiná-
ciója eredményezte a legjobb kimenetet, valamint az IDENT reprezentáció messze
jobban szerepelt a másik kett®höz viszonyítva. A végs® eredményt tekintve
a tesztek több mint fele sikeresen kód osztályokhoz lett rendelve. A patch
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validálás esetén a doc2vec technikával az SRC reprezentáción mért hasonlósági
eredmények t¶ntek a legjobbnak. Segítségükkel a helytelen programok több
mint felét sikerült kisz¶rni. Bár nincs szigorú értelemben vett biztosíték a ha-
sonlóság alapú osztályozásnál látható, hogy igen jó eredményeket sikerült elérni
mindkét feladat esetében. Az eredmények újszer¶ségét bizonyítja a témában író-
dott nemzetközi publikáció is, melyet a kutatói közösség befogadott és jelenleg
megjelenés alatt áll.
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